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机器学习辅助金属材料力学性能预测
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摘要： 如今金属材料的发展进入了瓶颈期，急需一个新的发展方式来突破当前的瓶颈。上世纪 50 年代，人

工智能逐渐兴起，经过 60 多年的发展，人工智能技术趋于成熟，大幅度的应用在各种领域中，材料领域也有

所涉及。数据与人工智能结合的数据驱动方式成为改变金属材料发展瓶颈的新方式，有望大幅度提升金

属材料的研发速度。介绍了金属材料领域的合金设计现状，在传统的“试错法”已经不能满足现有金属材

料研发的基础上，综述了机器学习在金属材料力学性能预测等方面的一些应用。总结了机器学习存在的

不足和需要优化的地方，展望了机器学习在金属材料领域中的发展方向。
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0　引言
金属在人类日常生活中扮演着不可或缺的角

色，贯穿着人们的衣食住行各个方面。随着社会的

进步和科学技术的发展，人们对金属的需求不再仅

仅是单纯的实用性要求，而是对性能卓越、具有广阔

应用前景的多功能复合合金的追求［1-3］。传统基于

经验的“试错法”进行多功能复合合金研发，其所需

的时间和成本庞大，而且实验结果也并不能完全达

到预期目标［4］。因此，需要探索一种新的方法，以加

速多功能复合合金的研发。以最近关注频繁的高熵

合金为例，高熵合金是最近兴起的热门材料，人们尚

未对其进行深入研究，特别是高熵合金的复杂成分

组成给材料设计和研发带来了难题。为了解决这些

问题，需要探索新的方法来加速高熵合金的研发［5］。

自 1956 年诞生以来，人工智能（AI）已经发展成为一

个 经 验 丰 富 、热 门 的 领 域 。 机 器 学 习（Machine 
Learning，ML）作为人工智能的一个分支，已经被应

用于多个领域中，如材料工业。ML 可以通过利用

材料领域中的数据，在结构预测、催化剂设计和新材

料发现等各种任务中发挥作用，同时也可以加速材

料研发的进程、缩短研发周期、降低研发成本。

ML 的应用有助于推动材料科学和工程的发

展，其与材料研发相结合是未来研究和发展的一个

有前途的方向，可高效快速地研发出更加高效、经济

和高性能的材料。本综述通过机器学习与金属材料

结合的具体案例，展现机器学习方法在金属材料领

域中的重要作用，这种新兴的交叉学科展现出了不

可估量的潜力。

1　材料领域中的机器学习应用简介
ML 的目标是通过挖掘数据之间的隐藏关系来

发掘数据的潜在价值，帮助研究人员分析成分或加

工过程之间的关联性，从而揭示材料的性质和行为。

与传统的试错方法相比，这种方式可以大大地缩短

研究人员的研发时间，提高材料研发的效率。因此，

ML 在材料科学和工程领域中的应用具有重要的意

义，可以为人们提供更加高效和可靠的材料研发解

决方案。

图 1 为机器学习的算法分类。从图 1 可见，ML
算法主要分为监督学习和无监督学习。监督学习是

指在给定已知数据集的情况下，该数据集中已有正

确的结果和标签，通过对数据集的学习得到一个结

果，然后将结果与给定的正确结果进行对比验证的

方法，通常被用于分类或回归问题。  Oh 等［6］利用神

经网络回归模型，使用热处理  （830—920 ℃）Ti-
4Al-2Fe-xMn（x=0%—4%） 合金的  30 组实验拉
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成分和温度区间，找到未在数据集中出现的 883 ℃
下热处理的 Ti-4Al-2Fe-1. 4Mn 合金，该合金具有超

高比强度（289 MPa·cm3∙g−1）和高伸长率（34%），借

助 ML 算法成功地开发了一种新合金。无监督学习

是指在给定数据集，但不会给定结果和标签，使用算

法将数据集划分为特征相似的子集的方法。王佳豪

等［7］使用层次聚类和 LASSO 回归方法，将 79 种工

模具钢的成分和硬度数据集分成了 4 类，并使用

LASSO 回归方法成功地预测了工模具钢的硬度。

不同的机器学习方法，具体的使用场景也不同。以

回归方法为例，对于同一个问题，需要使用不同的方

法来进行预测，然后对各种方法进行评分，得分最高

的方法就选择用来解决此问题。

图 2 为 ML 构建的流程示意图。从图 2 可见，

ML 构建包含 3 个阶段。样本构建过程涵盖了数

据预处理和特征工程两个步骤，数据预处理阶段

用于对收集到的数据进行清洗和转换，而特征工

程则包括特征提取、特征选择、特征构建和特征学

习，用于从样本中选取适当的属性值或特征，以此

为基础划分数据子集，进一步观察数据之间的相

关性；模型构建阶段涉及选择不同的算法构建模

型，也可以使用多个算法组合形成一个模型，在此

过程中可以选择合适的算法对模型进行优化，如

使用梯度下降算法等，以进一步提高模型的准确

性；模型评估是对所选择的模型进行评估，这是一

个重要的阶段，用于评估所选模型的性能，以提供

一个评判标准。

图 1　机器学习的算法分类

Figure 1　Aigorithm classification of machine learning

图 2　机器学习的构建流程

Figure 2　Construction process of machine learning
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图 3 为一个 ML 的完整工作流程示意图。近年

来，ML 在材料科学和材料力学中的应用越来越受

到关注。ML 技术可以利用海量的实验数据，预测

材料性能并优化材料设计，同时还可以加速材料开

发过程、降低研究成本。

在材料科学中，ML 被广泛应用于材料性能预

测和优化设计［9-18］。传统的材料性能预测方法依赖

于经验公式和理论模型，这些方法受限于对材料性

质的理解和对其复杂结构的建模。相比之下，ML
模型可以利用大量的实验数据和 ML 算法，预测材

料性能并识别与其相关的结构特征。白冰等［19］获

得了 ML 模型优化后的 ODS 合金关键成分配比，预

测出的合金抗拉强度均在 1 400 MPa 以上，这为快

堆结构材料的优化设计提供了技术支持。ML 的预

测结果可以为材料设计提供重要的指导，如指导设

计新材料的化学成分和微观结构，以实现期望的性

能。在材料力学领域中，ML 也被应用于优化材料

加工工艺，以改善材料的力学性能。ML 可以通过

建立材料加工工艺与材料性能之间的关联，提高材

料的性能并降低成本。例如，通过使用 ML 算法优

化材料的热处理和形变条件，以实现所需的力学性

能。Lee 等［20］构建增强决策树回归模型来预测中锰

钢的化学成分及制造工艺和机械性能之间的关系，

并根据模型设计的化学成分和制造工艺条件制造候

选钢材，得到了极限抗拉强度（UTS）为 1 952 MPa
的高强度钢。此外，ML 还可以用于材料断裂和疲

劳行为的预测和分析，帮助研究人员更好地理解材

料的力学行为，进而实现对材料性能的优化。

ML 方法不仅为数据采集和分析提供了极大的

便利，而且还建立了基本物理参数和力学性能之间

的相关性，以此来辅助材料的研发和优化［21-22］。

2　机器学习对辅助金属材料的力学性能

预测
机器学习是通过发现数据中潜在规律的一种计

算方法，该法可以进行未来预测，而无需任何主动的

人类干预（在理论上）。2011 年 6 月，美国政府启动

了材料基因组计划（MGI）［23］，以实现发展经济安全

和人类福祉所必需的先进材料的愿景，该计划描述

了一个材料创新基础设施，包括先进的计算、实验和

数据信息学工具，使先进材料的发现、开发、制造和

部署速度至少提高 1 倍，而成本仅为目前的一小部

分。随着材料基因组计划、高度复杂的数据库管理

系统（DBMS）的出现，以及机器学习算法和计算能

力的前所未有的进步，机器学习已经实现了高度准

确和快速预测的模型开发，这些模型正在加速各种

应用的优质材料的识别和后续的部署。本文主要以

文献中机器学习在金属材料力学性能预测方面成功

应用案例为主，综述了机器学习在材料力学性能方

面相对于传统实验的研究优势和对材料性能的

优化。

2. 1　机器学习对金属材料疲劳寿命的预测

疲劳寿命是指材料在特定环境下从使用到失效

所经历的寿命。为了测试材料的可靠性和安全性，

通常需要在不同的生产环境下对其疲劳寿命进行测

量。然而，进行大量的疲劳试验，特别是高周疲劳试

验，需要耗费大量时间和成本。以前的研究者通常

依靠领域经验和基于物理的复杂模型来理解过去几

十年中的因果关系，这导致实验测试的代价非常高。

为了降低制备和实验的时间和成本，需要一种有效

和高效的方法来生成、管理和利用现有数据，以显著

加速疲劳寿命预测。机器学习方法基于以往从文献

中获得的数据来预测特定材料组合的疲劳寿命，这

是一种很有前途的方法。近年来，数据驱动的机器

学习方法已成功应用于材料疲劳研究［24-25］，用机器

学习模拟来代替传统的实验研究，得到了非常不错

图 3　机器学习一个完整的工作过程［8］

Figure 3　A Complete Working Process of Machine Learning
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的研究成果。Agrawal 等［8］引用 NIMS 公开实验数

据库的数据，着重分别在成分和处理方法上，以及两

个合并在一起对钢的疲劳强度的影响，采用了 40 余

种机器学习模型来分别对数据进行模拟训练，并采

用相关特征方法进行特征选取，采用交叉验证方法

进行验证，最后将得出的结果进行一个排列并且对

比，得出结果后找出了其中的最佳预测模型，用来指

导未来的设计工作。Lian 等［26］结合经验公式和数

据驱动模型来预测 7 种不同系列的铝合金疲劳寿

命，构建了梯度提升回归机器学习模型，对 7 个不同

系列铝合金的疲劳寿命进行了预测，平均相对误差

为 140%，较基线模型有较大提高。实验结果成功

地证明，经验公式和机器学习结合的优点，为疲劳寿

命预测提供了一种通用的方法，从而缩短了实验时

间和降低了成本。

通过机器学习技术，还可以发现影响材料疲劳

寿命的关键因素。Zhou 等［27］从许多可能影响疲劳

寿命的特征中确定了 5 个遗传特征。Luo 等［28］通过

机器学习方法，揭示了一系列基于孔隙的特征对

Inconel 718 疲劳寿命的影响。 Bao 等［24］发现，Ti-
6Al-4V 合金的疲劳寿命主要由临界缺陷的几何特

征决定。这些实例研究为材料的疲劳寿命预测取得

了一定的成果。

2. 2　机器学习对金属材料硬度的预测

发现新材料一直是一个具有挑战性的任务，而

试错法仍然是最常用的方法之一。为了避免制造和

实验循环所需的时间和成本，需要一种有效且高效

的方法来生成、管理和利用现有数据，以显著加速新

材料的发现。利用机器学习方法来预测特定材料组

合的特性，可以基于以前从文献中获取的数据。机

器学习被成功地应用于功能材料和先进材料中，以

探索具有所需性能的新材料组合［29-33］，机器学习框

架可以通过关联不同特征和目标属性的相互依赖性

来避免耗时的撞击和试验周期，并且成功地加快材

料的发现。Masood Chaudry 等［34］从文献中收集 Al-
Cu-X（ X：Zn， Zr 等）合金的成分、时效条件（时间和

温度）、重要的物理和化学性能及硬度等数据，采用

各种机器学习技术来加速铝合金的性能改进设计，

以及训练机器学习算法预测高硬度铝合金，通过预

测不同时效硬化条件下的铝合金的硬度时，证明了

所构建模型的预测精度。Chang 等［10］利用人工神经

网络来预测基于非等摩尔 AlCoCrFeMnNi 的高熵

合金（HEAs）的组成，以达到预测该体系中最高的

硬度。

不可否认，机器学习可以大大地减少探索新材

料所需的实验和计算次数，并缩短先进材料的开发

周期。机器学习可以有效地探索未知的成分空间，

Yang 等［18］为了改善传统试错方法的局限性，提出一

种基于机器学习的合金设计系统（MADS），以便快

速提高 HEAs 的硬度，高效地发现具有优异性能的

HEAs。
2. 3　机器学习对金属材料屈服强度的预测

测量高温屈服强度的实验相当昂贵、复杂且耗

时。然而，机器学习的应用主要目的之一是用于替

代传统实验，从而减少实验次数，其不仅可以完全替

代实验过程，还可以替代某些复杂情况下实验计算

的某些部分。Du 等［35］采用实验仪器分析了工艺参

数对超细晶 Fe-C 合金力学性能的影响，通过优化一

种传统的反向传播神经网络（BP）结构，得出最佳模

型，结果表明 BP 神经网络在 Fe-C 超细晶合金力学

性能预测方面和其它模型相比，其有很好的优越性，

误差仅为 4. 47%。Ozerdem 等［36］利用梯度下降学

习算法的反向传播神经网络，以 C、Si、Mn 含量（质

量分数）为输入，以抗拉强度、屈服强度、伸长率、面

积收缩率、硬度为输出，对 ANN 系统进行训练，通

过该模型给定的条件成功地预测了热轧非结果化

AISI 10xx 系列碳素钢的力学性能。

合金制备过程需要仔细考虑设计成本、复杂性

和合成时间，以避免获得不理想的力学性能的机会。

在进行试错实验之前，需要一种替代的计算机模拟

方法来预测 HEAs 在高温下的屈服强度。Bhandari
等［37］首次采用基于随机森林（RF）技术的机器学习

方法，对高熵合金 MoNbTaTiW 和 HfMoNbTaTiZr
在 800 和 1 200 ℃下的屈服强度，使用 RF 回归器模

型进行预测，预测结果与实验报告一致，表明 RF 回

归器模型预测 HEAs 在所需温度下的屈服强度具有

较高的准确性。

2. 4　机器学习对金属材料拉伸性能的预测

为了清楚地了解影响材料的抗拉性能的因素，

通常需要进行大量的试错开发和研究，因为材料的

抗拉强度往往是由多个元素共同决定的。然而，通

过更复杂的实验和全面的物理理论计算来建立模型

往往是昂贵且耗时的。因此，为了减少制备和实验

的时间和成本，需要建立和发展拉伸性能预测的计

算模型。机器学习是一种很有前途的方法，其可以

通过足够的数据和规则发现算法，使计算机能够在

没有人工输入的情况下确定所有潜在的物理定律。

Xu 等［38］利用人工神经网络（ANN）和支持向量机

（SVM）算法，建立两个模型，两种模型在预测屈服

1073



材料研究与应用  2023 年第  17 卷第 6 期

强度（YS）、极限抗拉强度（UTS）和拉伸伸长率

（EL）方面都取得了较好的准确性。Mamun 等［39］为

了能够设计一种使用寿命较长的高强度钢，使用梯

度提升机策划的实验数据集对 9-12Cr FMA 和奥氏

体不锈钢的蠕变断裂强度进行参数化，并且完成交

叉验证，在相关系数方面取得了较高的预测性能，无

需 进 行 额 外 的 综 合 拉 伸 试 验 或 物 理 理 论 计 算 。

Wang 等［40］为了克服传统物理冶金模型的局限性，

将特征选取方法与机器学习相结合，用于选取高度

相关特征，采用机器学习算法建立了 RAFM 钢屈服

强度和总伸长率预测的通用模型，与传统方法相比，

其更具有准确性和通用性。该预测方式在工业上也

有应用，Jiang 等［41］为了减少珠光体钢丝制造过程产

生的不利影响，用一种将机器学习与多尺度计算相

结合的新策略，来建立基于高维、小尺度工业数据集

的抗拉强度模型，替代昂贵、耗时的实验或物理理论

计算。

2. 5　机器学习对金属材料力学性能的优化

机器学习不仅可用于材料力学性能的预测，还

可用于优化和提高材料性能。机器学习可取代冗长

的实验设计，降低成本。最近几年，机器学习方法越

来越多地应用于各种铝合金的设计中，以改善其力

学性能和使用性能［42-44，34］。Chen 等［11］制定了主动学

习策略来执行材料性能的多目标优化，主动学习策

略由多目标的机器学习预测，通过将一组目标标量

化为单个目标的有效采样及实验反馈组成。快速优

化两步时效处理参数来验证设计策略，以提高铸态

ZE62（Mg-6%， Zn-2%）镁合金。

一个金属材料包含多种因素，例如材料的成分、

结构、显微组织和缺陷等。材料的性能是由以上的

条件共同耦合决定，几乎没有受单一因素的影响。

所以，想要通过实验来研究多种条件对材料的影响

非常困难。使用机器学习则可以很好地解决这个问

题，能更好的找到各种参数条件和性能之间的潜在

关系。Bai 等［9］利用机器学习方法建立 ODS 合金的

关键成分与拉伸性能之间的关系，通过二者之间的

相关性，得到了更高强度和延性的 ODS 合金的成分

优化配比。

Oh 等［45］建立 TRIP 钛合金组成-加工-性能关系

的神经网络模型，对 Ti-4Al-2Fe-xMn 合金在不同高

温下的 UTS 和 El 值进行了预测，利用基于 ANN 和

TPS 插值方法的等高线图，根据 Mn 含量和 HT 温

度预测 UTS 和 El 值，得到了该合金的优异力学性

能。Li 等［16］用基于机器学习的合成和工艺优化方

法研究了 Al-Zn-Mg-Cu 合金体系（7xxx 系列），优化

后的合金具有较好的成分，使得在原有的合金基础

上性能有了进一步提升。Dey 等［12］通过多目标优

化，利用遗传算法设计合金，解决了增加强度和延性

目标冲突的问题，设计出了具有优越性能的铝合金。

3　机器学习的评价

3. 1　机器学习的不足

机器学习固然为金属材料的研究开发上提供了

一个巨大的帮助，使得材料研发速度有了一个巨大

的提升。但是，任何东西都是存在着缺陷的，机器学

习也不例外。表 1 列出了关于机器学习的一些

缺陷。

从表 1 可以看出，机器学习虽对金属材料力学

性能预测有很好地效果，但是表中条件得不到满足

而使得到的预测结果往往会很差，所以针对表中的

情况，需要尽量的完善这些条件。

3. 2　机器学习的优化

除了增加数据量以提高准确性以外，对于一个

良好的机器学习模型，还可以通过优化算法以增大

数据集的数量。例如：可以通过交叉验证法，在小样

表 1　机器学习的缺陷总结

Table 1　Summary of Machine Learning Defects

不足

数据不足

特征难以分辨

抽象模型可解释性差

机器学习算法通用性差

描述

在大多数研究中，研究数据是通过有限的实验条件获得的，同时需要很长时间，要获得大量的实验

数据很困难。

材料研究过程，重点是探索材料四要素之间的相互关系。但是，随着实验中的不同噪音，会产生许

多无用处的干扰元素，这些元素会增加机器学习的精准度。另外，在处理特征时，需要找出最具影

响力的特征，或者是关联度最高的特征，这些都需要去尝试多种策略才能实现。

在材料科学领域，机器学习一直被视为“黑匣子”，模型的内部工作机制是复杂的，大多数研究都忽

略了数据驱动背后的原理，而只注重于实验结果。对于严格的材料研究，在这种情况下性能的预测

可能不太可信。

每个机器学习模型都是针对某种材料或者某种功能独立开发，除此以外难以使用在其它的场景。
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本数据集上得出扩大训练集样本数量，进一步提高

精度；在机器学习的算法上进行改进也是可行的，尝

试不同的算法或结合 2 种以上的算法，以提高一定

的准确性。

材料研究领域中存在诸多不确定的参数，如温

度、湿度和时间，这些参数会影响最终材料的组成和

形态，传统机器学习在处理相关特征方面也存在局

限性。因此，为了提高预测性能，应该对这些可变参

数进行预处理，尽可能选择可解释的模型，如逻辑回

归、线性回归模型等。此外，通过不断尝试多种特征

选择方法来去除噪音，选择与目标值关联度高的特

征，也可以提高精度。调试机器学习的超参数也是

一个有效地方法，对特定的超参数进行调整也可以

使模型的输出结果得到提升。

4　展望
最近几年，机器学习与材料结合的成功案例越

来越多，尤其是金属材料，以材料实验数据为基础的

机器学习在材料领域的研究取得了非常显著的成

果，这也说明了机器学习在辅助材料方面展现出了

巨大的潜力［46］。机器学习已经展示了在预测和优

化材料力学性能方面的巨大潜力，未来期待机器学

习在新材料的设计和开发中发挥关键作用。

（1）需要开发更先进的机器学习算法，以更好地

捕捉材料结构和性能之间的复杂关系。这将需要整

合不同类型的数据，如化学组成、微观结构特征和加

工条件。此外，可以探索新的数据驱动方法，如深度

学习和基于图形的方法，以从材料数据中提取更有

意义和可解释的特征。

（2）可以利用机器学习来优化金属材料加工参

数，如热处理和变形条件，以实现所需的力学性能。

通过使用优化算法，如贝叶斯优化和遗传算法，寻找

最佳加工条件，以最大化特定力学性能。

（3）可以将机器学习与多尺度建模相结合，以提

供对金属材料力学行为的更全面理解。通过将原子

模拟、中等尺度模型、连续力学与机器学习模型相结

合，以精确预测多个长度尺度上金属材料的力学

性能。

（4）将机器学习与材料科学和工程相结合，可加

速开发具有理想力学性能的高性能材料的巨大潜

力。材料科学和工程的未来在于将实验数据和机器

学习模型结合起来，创造更高效和成本效益的材料

设计和开发方法。

5　结语
综述了当前金属材料科学领域的发展现状，并

介绍了机器学习在该领域中的应用。尽管机器学习

方法存在一定不足，但其对于金属材料性能预测和

优化的应用已经取得了一定的成功。因此，金属材

料领域的研究人员应该加强专业知识积累，不仅要

掌握以数据为驱动的机器学习方法，更要理解其原

理。只有这样，才能够更好地利用材料数据的机器

学习方法来加速预测和研发，从而推动金属材料智

能化的发展。未来，机器学习可能成为材料科学领

域的重要研究方向之一。
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Machine Learning-Assisted Prediction of Mechanical Properties 
of Metallic Materials

CHENG Hong，GE Meiling，SI Tianyu，ZHANG Huan，HE Zongping*

（College of Mechanical Engineering， Chengdu University， Chengdu 610106， China）

Abstract：Nowadays， the development of metal materials has entered a bottleneck， and a new way of development is urgently 
needed to break through the current bottleneck.  Artificial intelligence gradually emerged in the 1950s， and after more than 60 
years of development， AI technology has matured and has been substantially applied in various fields， including the field of 
materials.  The data-driven approach combining data and AI has become a new way to change the development bottleneck of 
metal materials， which is expected to significantly increase the speed of metal materials research and development.  This paper 
introduces the current situation of alloy design in the field of metal materials.  Given that traditional "trial-and-error" methods 
can no longer meet the requirements of current metal material research and development， it summarizes some applications of 
machine learning in predicting mechanical properties of metal materials.  It also summarizes the shortcomings of machine 
learning and areas that need optimization， and finally provides prospects for the development of machine learning in the field of 
metal materials.
Keywords：metallic materials；machine learning；property prediction；alloy design；data mining
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